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Abstract: The number of rainy days is an important climatological indicator that influences the agricultural sector, water resource
management, and hydrometeorological disaster mitigation. Variations in the number of rainy days are influenced by several
climatological factors, including rainfall, air humidity, air temperature, and sunshine duration (LPM), which exhibit complex
and nonlinear relationships. This study aims to predict the number of rainy days in Jambi City using the Random Forest
Regression method and identify the most influential climatological factors. Monthly secondary data obtained from the Sultan
Thaha Class I Meteorological Station Jambi during the 2018 to 2025 period consisted of 96 observations. The research methodology
includes data exploration, hyperparameter tuning using Grid Search with 5-Fold Cross Validation, Random Forest Regression
model construction, model evaluation using RMSE and R?, and feature importance analysis. The results show that the model
achieved an RMSE value of 2.769 and an R? of 0.695 on the testing data, indicating that the model is capable of explaining 69.5%
of the variance in the number of rainy days with an average prediction error of approximately three days. Feature importance
analysis reveals that rainfall is the most influential factor, followed by sunshine duration (LPM), air humidity, and air
temperature. These findings demonstrate the effectiveness of Random Forest Regression in modeling nonlinear climatological
relationships and predicting the number of rainy days in Jambi City.

Keywords: random forest regression, rainy days, feature important, climatological variables, Jambi City

Abstrak: Banyak hari hujan merupakan salah satu indikator klimatologi penting yang memengaruhi sektor pertanian,
pengelolaan sumber daya air, serta mitigasi bencana hidrometeorologi. Variasi banyak hari hujan dipengaruhi oleh
beberapa faktor klimatologi, antara lain curah hujan, kelembapan udara, suhu udara, dan LPM, yang memiliki
hubungan kompleks dan nonlinier. Penelitian ini bertujuan untuk memprediksi banyak hari hujan di Kota Jambi
menggunakan metode Random Forest Regression serta mengidentifikasi faktor-faktor klimatologi yang paling
berpengaruh. Data sekunder bulanan yang diperoleh dari Stasiun Meteorologi Kelas I Sultan Thaha Jambi pada
periode 2018 hingga 2025 sebanyak 96 pengamatan. Metodologi penelitian meliputi eksplorasi data, penentuan
hyperparameter menggunakan Grid Search dengan 5-Fold Cross Validation, pembangunan model Random Forest
Regression, evaluasi model menggunakan RMSE dan R? serta analisis feature importance. Hasil penelitian
menunjukkan bahwa model memperoleh nilai RMSE sebesar 2,769 dan R? sebesar 0,695 pada data testing, yang
mengindikasikan bahwa model mampu menjelaskan 69,5% variasi banyak hari hujan dengan rata-rata kesalahan
prediksi sekitar tiga hari. Analisis yang dilakukan melalui feature importance menunjukkan bahwa curah hujan
merupakan faktor yang paling berpengaruh, diikuti oleh LPM, kelembapan udara, dan suhu udara. Temuan ini
menunjukkan efektivitas Random Forest Regression dalam memodelkan hubungan klimatologi yang nonlinier serta
memprediksi banyak hari hujan di Kota Jambi.

Kata Kunci: Random forest regression, Banyak hari hujan, Feature important, Variabel klimatologi, Kota Jambi
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Pendahuluan

Indonesia merupakan negara beriklim tropis
yang dipengaruhi oleh angin muson dan dinamika
atmosfer global sehingga memiliki variasi banyak hari
hujan yang cukup tinggi dari waktu ke waktu [1].
Banyak hari hujan merupakan salah satu indikator
klimatologi penting karena berpengaruh terhadap
sektor pertanian, pengelolaan sumber daya air, serta
mitigasi bencana hidrometeorologi [2]. Oleh karena itu,
informasi mengenai banyak hari hujan menjadi
kebutuhan penting dalam mendukung perencanaan
dan pengambilan keputusan yang lebih adaptif
terhadap kondisi iklim.

Kota Jambi merupakan salah satu wilayah yang
rentan terhadap perubahan pola hujan karena berada di
daerah dataran rendah dan dilalui oleh Sungai
Batanghari [3]. Beberapa tahun terakhir, peningkatan
frekuensi hujan telah menyebabkan berbagai
permasalahan, seperti banjir, genangan, gangguan
aktivitas ekonomi dan transportasi, serta kerusakan
lingkungan [4]. Kondisi tersebut menunjukkan
pentingnya upaya prediksi banyak hari hujan yang
akurat sebagai dasar dalam pengelolaan sumber daya
air dan mitigasi risiko bencana hidrometeorologi di
Kota Jambi.

Banyak hari hujan dipengaruhi oleh berbagai
faktor klimatologi, seperti curah hujan, kelembapan
udara, suhu udara, dan LPM [5]. Namun, hubungan
antarvariabel tersebut bersifat kompleks dan nonlinier
sehingga sulit dijelaskan menggunakan pendekatan
statistik konvensional seperti regresi linier [6]. Sebagai
contoh, peningkatan curah hujan tidak selalu diikuti
oleh peningkatan jumlah hari hujan karena adanya
interaksi antarvariabel iklim yang memengaruhi proses
pembentukan  hujan  [7].  Permasalahan  ini
menyebabkan proses prediksi banyak hari hujan
menjadi lebih menantang dan membutuhkan metode
yang mampu menangkap pola hubungan yang
kompleks.

Random Forest Regression merupakan salah satu

metode machine learning yang mampu memodelkan
hubungan  nonlinier ~dan interaksi kompleks
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antarvariabel melalui kombinasi pohon keputusan,
bootstrap sampling, dan proses agregasi prediksi [8].
Selain menghasilkan prediksi yang stabil, metode ini
juga mampu mengidentifikasi tingkat kepentingan
masing-masing variabel melalui analisis feature
importance.
menunjukkan bahwa Random Forest Regression memiliki
kinerja yang baik dalam pemodelan variabel iklim dan
prediksi hujan [9]. Oleh karena itu, penelitian ini
bertujuan untuk memprediksi banyak hari hujan di
Kota Jambi menggunakan Random Forest Regression

Beberapa  penelitian  sebelumnya

serta mengidentifikasi faktor klimatologi yang paling
berpengaruh terhadap banyak hari hujan.

Metode

Pra-pemrosesan data

Tahap pra-pemrosesan data diawali dengan
pemeriksaan terhadap nilai yang hilang (missing values)
pada dataset. Apabila ditemukan data yang tidak
tersedia, dilakukan proses imputasi menggunakan nilai
rata-rata dari variabel yang bersangkutan untuk
menjaga kelengkapan dan konsistensi data yang
digunakan dalam pemodelan. Selanjutnya, dataset
dibagi menjadi dua bagian, yaitu data pelatihan
(training data) dan data pengujian (testing data) dengan
perbandingan 80% data pelatihan dan 20% data
pengujian [10]. Data pelatihan digunakan untuk
membangun model prediksi, sedangkan data pengujian
digunakan untuk mengevaluasi kinerja model terhadap
data yang belum pernah digunakan selama proses
pelatihan.

Hyperparameter Tuning

Hyperparameter merupakan parameter pengendali
yang ditentukan sebelum proses pelatihan model dan
tidak dipelajari secara langsung dari data. Pada penelitian
ini, hyperparameter ~ yang  dioptimalkan  meliputi
n_estimators, max_depth, min_samples_split, dan
min_samples_leaf. Proses pencarian kombinasi parameter
terbaik dilakukan menggunakan metode Grid Search
dengan 5-Fold Cross Validation pada ruang pencarian
n_estimators = {100, 200, 300, 400, 500}, max_depth = {2, 3, 4],
min_samples_split = {2, 5}, dan min_samples_leaf = {1, 2} [6].
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Setiap kombinasi dievaluasi menggunakan nilai Mean
Squared Error (MSE) dengan rumus:

1 A\2
MSEfoiax = n_kz?=k1(yi - yi) )

Keterangan:

MSEgq14x - Nilai mean squared error pada fold ke-k

Ny : Jumlah sampel pada fold ke-k

Vi : variabel independen dari data ke-i pada fold
ke-k

v, : Nilai prediksi dari model terhadap data ke-
i pada fold ke-k

(yi - yi)z : Selisih kuadrat aktual dan prediksi.

Selanjutnya, semua nilai MSE dari setiap lipatan

dihitung rata-ratanya dengan rumus:

Mean MSE, = i YRk MSEsoua (2)
Keterangan:
Mean MSE;, :Rata-rata nilai mean squared error dari
seluruh fold
Ny : Jumlah fold

MSEfo1q k : nilai MSE pada fold ke-k
dan kombinasi dengan rata-rata MSE terendah dipilih
sebagai parameter terbaik.

Penerapan Random Forest Regression

1. Pembentukan Subset Data

Data training diambil secara acak menggunakan
metode bootstrap sampling (pengambilan sampel dengan
pengembalian), di mana setiap subset data digunakan
untuk melatih satu pohon keputusan pada model
Random Forest Regression. Proses ini diulang berkali-kali
sesuai jumlah pohon yang ditentukan sehingga
menghasilkan model
yang lebih stabil dan mampu mengurangi variansi
prediksi.

2. Pembuatan Pohon Keputusan
Pohon keputusan merupakan model berbentuk
struktur pohon yang terdiri atas simpul akar,
simpul internal, dan simpul daun [11]. Adapun
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langkah-langkah ~ untuk ~ membuat  pohon
keputusan [6].
a) Menghitung rata-rata variabel y simpul akar
pohon ke-b
7 = 5y (3)

np “i=1Yi
Keterangan:

y® . Rata-rata variabel y pada simpul akar
pohon ke-b
yi(b) : Nilai variabel y pada sampel ke-i dari
subset bootstrap ke-b
n,  :Jumlah sampel dalam subset bootstrap
ke-b
b) MSE simpul akar pohon ke-b
MSE® = 30" = 3™ 4
Np
Keterangan:
MSE® : MSE pada simpul akar pohon ke-b

sebelum split
()

y; : Nilai variabel y pada sampel ke-i dari
subset bootstrap ke-b
ny : Jumlah sampel dalam subset

bootstrap ke-b
y®  :Rata-rata variabel y pada simpul akar
dipohon

C) Penentuan Threshold
D), ,.(b)

9 = x(i)j+;f(i+1>j (5)
Keterangan:
0 : Nilai threshold untuk split
x((g)j : Nilai variabel independen ke-j dari sampel

ke-i dalam subset bootstrap ke-b

x((ibjl) ; + Nilai variabel independen ke-j dari sampel
ke-(i + 1) dalam subset bootstrap ke-b

j : Variabel independen yang sedang

dipertimbangkan untuk split
d) Total MSE setelah split

®j8 _ 1 ng () _ ()2
MSEgy;;~ = ——— <(nL (Zi:L1(3’L,i ) ) ))"’

(e(mow-57)))  ©

Keterangan:
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MSES(;;;}L:'te) : MSE setelah split pada simpul akar dipohon
ke-b menggunakan variabel independen ke-
j threshold 6
ny : Jumlah sampel subset kiri S 15,?
n : Total sampel
ng : Jumlah sampel subset kanan S g’i)
yL(,IZ) : Nilai variabel dependen pada sampel ke-i dari
subset kiri S IE?
}7§b) : Nilai rata-rata variabel dependen pada subset
kiri
ylg? : Nilai variabel dependen pada sampel ke-i dari
subset kanan S Ig{?
Yg’) : Nilai rata-rata variabel banyak hari hujan

pada subset kanan

e) Information Gain
Gain®i® = MSE® — MSE(? 7
Keterangan:
Gain®9); Gain dari split pada node akar dipohon ke-b
menggunakan variabel x ke-j dan threshold
0
MSE® : MSE sebelum split
MSES(;’;{’:)): MSE setelah split
3. Pembentukan Model Pohon Keputusan
Model pohon keputusan dibangun melalui proses
pemisahan data secara berulang pada setiap node
berdasarkan variabel independen dan nilai
ambang (threshold) tertentu untuk menghasilkan
kelompok data yang lebih homogen. Secara
matematis, pohon keputusan dapat
direpresentasikan sebagai fungsi piecewise yang
membagi ruang variabel independen ke dalam
beberapa region, di mana setiap region berasosiasi
dengan satu leaf node yang menghasilkan nilai
prediksi konstan sesuai karakteristik data pada
node tersebut [6]. Berikut bentuk model random
forest regression:

y® =
P if S11AS12 . ASip1
(b) if S0 NSy, .. AS
Cz‘ f 2,1 22 1,12 (8)
C1(<b) if SK(b)'2 A SK(h)_Z A SK(b)‘LK(b)
Keterangan:
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@ : Hasil prediksi dari pohon keputusan ke-
b

c,((b) : Nilai prediksi rata-rata hari hujan pada
daun ke-K dari pohon ke-b

K® : Jumlah daun pada pohon ke-b

L® : Jumlah split yang membentuk jalur

menuju daun ke-k dari pohon ke- b

Sgw - Kondisi split (pemisahan) logis ke-L yang
dipenuhi input x agar mencapai daun ke-
k pada pohon ke-b

Aggregatting

Setelah semua variabel input digunakan oleh
model dalam menciptakan pohon keputusan, tiap
pohon memberikan nilai prediksi berdasarkan
aturan pemisahan yang telah ditetapkan.
Selanjutnya, semua hasil prediksi dari pohon-
pohon tersebut dikumpulkan untuk mendapatkan
hasil prediksi yang final. Pada tahap ini, nilai
prediksi final ditentukan dengan cara menghitung
rata-rata dari semua prediksi pohon yang terkait
dengan variabel input yang telah diberikan dengan
rumus [8]:

y==38,9® ©)
Keterangan:
y : Prediksi akhir
y® : Prediksi dari pohon ke-b
B : Jumlah pohon dalam hutan

Prediksi Menggunakan Data Testing
Z.Btrees y’\(b) (10)

i=1

Ytest =

Keterangan:

Btrees

Vtest  : Nilai prediksi akhir untuk sampel data

testing

Birees @ Jumlah total pohon keputusan dalam
random forest

y® : Prediksi dari pohon keputusan ke-b

untuk sampel data testing
Evaluasi Model

Evaluasi kinerja model Random Forest Regression
dilakukan menggunakan metrik Root Mean Squared
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Error (RMSE) dan koefisien determinasi. RMSE
digunakan untuk mengukur rata-rata kesalahan
prediksi model terhadap nilai aktual. Sementara
itu, koefisien determinasi digunakan untuk
mengukur kemampuan model dalam menjelaskan
variasi data variabel dependen [12]. Berikut formula
untuk menghitung RMSE dan Koefisien

Determinasi:
a) RMSE
1 P
RMSE = -3, (v = 91)° (11)
Keterangan:

¥; :Nilai sebenarnya
y; :Nilai yang diprediksi model
n :Total pengamatan

b) Koefisien Determinasi

2 _1_ S i-9)?
R 1 T i-3)? (12)

Keterangan:

Y. (y; — 9% Jumlah kuadrat dari selisih antara
nilai prediksi dan nilai aktual
Y. (y; —¥)? Jumlah kuadrat dari selisih antara
nilai aktual dan rata-rata
: Nilai akual pada data ke-i
: Nilai prediksi pada data ke-i
: Nilai rata-rata aktual

-~

QDR

Feature Important

Feature Importance digunakan untuk mengukur
kontribusi setiap variabel independen terhadap
kemampuan prediksi model. Pada Random Forest
Regression, nilai feature importance diperoleh dengan
mengakumulasi kontribusi setiap variabel dari seluruh
pohon keputusan berdasarkan pengurangan Mean
Squared Error (MSE) pada setiap pemisahan (split) [6].
Nilai tersebut kemudian dirata-ratakan untuk
menentukan tingkat kepentingan masing-masing
variabel dengan rumus:

. N j
FI(]) = nLI;](MSEbefore - MSEsplit) (13)
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Keterangan:
FI(j) : Variabel independen ke-j yang dihitung
N j : Jumlah sampel pada node t yang

menggunakan j sebagai split
ny : Total sampel pada bootstrap ke-b
MSEpefore : MSE sebelum split
MSEjs,,;: MSE sesudah split

Hasil dan Diskusi

Pra-pemrosesan Data

Sebelum  proses pemodelan, dilakukan
pemeriksaan missing values untuk memastikan kualitas
data yang digunakan. Missing values disajikan pada

Tabel 1 di bawah ini.
Tabel 1. Missing Value

Jumlah missing

Variabel
values
Jumlah Hari Hujan (HH) 0
)
Curah Hujan (CH) (x;) 0
Kelembapan Udara (KU) 0
(x2)
Suhu Udara (SU) (x3) 0
Lama Penyinaran 0

Matahari (LPM) (x,)

Berdasarkan Tabel 1, seluruh variabel yang digunakan
dalam penelitian menunjukkan 0 missing wvalues,
sehingga imputasi tidak perlu dilakukan karena data
sudah lengkap. Selanjutnya, dataset dibagi menjadi dua
bagian, yaitu data pelatihan sebesar 80% (76
pengamatan) dan data pengujian sebesar 20% (20
pengamatan) menggunakan teknik Random Holdout
Split (pembagian acak) [10]. Pembagian secara acak ini
dipilih untuk menguji kemampuan model Random
Forest Regression dalam memetakan interaksi nonlinier
antarvariabel iklim secara independen pada setiap
observasi mengasumsikan
ketergantungan temporal yang ketat Seluruh proses
pengolahan data, pra-pemrosesan, pembentukan model
Random Forest Regression, hingga evaluasi kinerja model

bulanan tanpa
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diimplementasikan
pemrograman Python pada platform Google Colab.

menggunakan bahasa

Hyperparameter Tuning

Sebelum membangun model Random Forest
Regression, dilakukan hyperparameter tuning untuk
memperoleh konfigurasi parameter yang optimal.
Hyperparameter yang digunakan meliputi max_depth =
(2, 3, 4), min_samples_split = (2, 5), min_samples_leaf = (1,
2), dan n_estimators = (100, 200, 300, 400, 500), sehingga
menghasilkan 60 kombinasi parameter. Evaluasi setiap
kombinasi dilakukan menggunakan Grid Search dengan
5-Fold Cross Validation berdasarkan nilai rata-rata Mean
Squared Error (MSE), dan kombinasi dengan nilai MSE
terendah dipilih sebagai model terbaik. Hasil proses
tuning disajikan pada Tabel 2.

Tabel 2. Hyperparameter Tuning

Max Min Min n Mean Test
depth ~ Samples  Samples  Estimator MSE
Leaf Split

2 2 2 400 13,9032
3 2 5 500 13,1904
2 2 5 400 13,8320
3 1 2 100 13,7843
4 2 2 400 13,5761
4 1 5 100 13,3196
2 1 2 300 13,9458
2 1 2 400 13,9389
3 1 2 500 13,6542
4 2 5 500 13,2233
4 1 5 200 13,3797
3 1 2 400 13,7478
3 1 2 200 13,7835
3 2 5 100 13,4759
3 1 5 500 13,1217

Berdasarkan Tabel 2 di atas, kombinasi hyperparameter
paling optimal diperoleh pada max_depth = 3,
min_samples_leaf = 1, min_samples_split = 5, dan
n_estimators = 500 dengan nilai Mean Test MSE sebesar
13,121716.
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Penerapan Random Forest Regression

1. Pembentukan Subset Data
Setelah diperoleh kombinasi hyperparameter yang
optimal, tahap selanjutnya adalah menerapkan teknik
bootstrap sampling dalam proses pembentukan model
Random Forest Regression. Berikut adalah hasil bootstrap
sampling pada Tabel 3.
Tabel 3. Subset Bootstrap Sampling pertama

CH KU LPM SU HH Bootstra
P
145 84 48 27 24 1
150 83 50 27,1 20 1
386 87 41 27,5 21 1
244 85 63 26,8 16 1
191 85 27 26,3 26 1
265 83 58 26,4 20 1
220 85 47 26,5 21 1
152 83 73 27,1 22 1
239 82 52 27,3 20 1
87 84 61 27,5 10 1
326 86 31 26,9 23 1
161 86 50 27,6 16 1
109 83 45 27,6 22 1

2. Pembuatan Pohon keputusan Pertama
a) Menghitung rata-rata variabel y pada subset
bootstrap pertama

1 76

(1) — (1)

Y 7623'1
i=1

7O == (24 +20 +21 + 16 +26 + 20 + 21 +
76

22+20+10+23+16+16+20+5+19+5+
22+214+15+174+6+21+18+26+ 23+ 24 +
12+19+24+21+17+24+24+8+19+ 21+
15+19+1+22+21+10+17+13+25+ 13 +
1+8+13+24+17+18+19+16+26+ 18+
17+23+21+21+15+17+18+ 14+ 13 +
23+17+12+24+21+21+26+16+ 2+ 22

y» =17,776

Hasil perhitungan rata-rata nilai banyak hari hujan
pada subset bootstrap ke-1 yang digunakan dalam
pembentukan node akar diperoleh sebesar 17,776 atau 18
hari.
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b) MSE simpul akar pohon pertama
MSE® = 52, (5 = 7©)
MSE® = %[(24 - 17,776)% + (20 — 17,776)* +
(21-17,776)* + (16 — 17,776)% + (26 — 17,776) +
(20 — 17,776)% + -+ + (22 — 17,776)?]
MSE®™ = 34,3052

Hasil perhitungan nilai MSE sebelum split sebesar
34,3052. Nilai ini yang digunakan untuk menghitung
nilai information gain dalam mengidentifikasi seberapa
besar peningkatan homogenitas yang dihasilkan pada
proses split.

c) Penentuan Threshold pohon pertama

threshold dilakukan dengan
mengurutkan nilai pada setiap variabel independen
dari yang terkecil hingga terbesar. Kemudian, setiap
pasangan nilai yang berurutan dihitung nilai tengahnya
yang akan digunakan sebagai kandidat threshold. Hasil
berupa nilai threshold dari masing-masing variabel
independen beserta nilai MSE kiri dan MSE kanan

Penentuan

Original Article
CH 1415 19 57 40,0221 14,1502
CH 1475 21 55 49,9591 14,0350
CH 1505 28 48 41,1670 10,1666
CH 1515 29 47 40,5445 10,2471
CH 1525 31 45 42,5223 10,6054
CH 154 33 43 41,4618 10,9908
CH 1565 34 42 42,4775 11,1071
sU 2795 75 1 34,7544  0,0000

disajikan pada Tabel 4.
Tabel 4. Threshold Bootstrap pertama
Varia Thre Juml Jumla MSE MSE

bel sold ah h Kiri Kanan

Sam  Sampe

pel 1

Kiri Kanan

(n) (ng)
CH 17 2 74 0,0000 27,4201
CH 35 4 72 4,0000 23,1849
CH 43,5 5 71 4,6400 21,2449
CH 55,5 9 67 31,1358 18,8135
CH 66 10 66 30,6900 18,5169
CH 73 11 65 28,1983 17,4674
CH 79 12 64 26,2430 14,8974
CH 84 14 62 32,2295 15,1540
CH 91 15 61 30,1066 13,8419
CH 102 16 60 30,0625 13,6763
CH 1175 17 59 36,6020 13,8333
CH 132 18 58 36,8055 13,9262
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Tabel 4 di atas memperlihatkan nilai dari threshold pada
subset bootstrap ke-1 yang dihitung berdasarkan
persamaan (5).

d) MSE total setelah split

Pada bootstrap ke-1 (b = 1), variabel independen
ke-1 (j = 1), dan nilai threshold 6 = 79, yang ada pada
Tabel 4 dengan jumlah sampel pada cabang kiri (n;)
sebanyak 12 sampel dengan nilai MSE 26,2430, dan
pada cabang kanan (ng) sebanyak 64 sampel dengan
nilai MSE 14,8974.

MSEG"™ = ——(12.26,2430 +

64.14,8974)

= 16,6888
Dari hasil perhitungan di atas, didapat nilai MSE
sebesar 16,6888 pada threshold Curah Hujan < 79.

e) Information Gain
Tahap berikutnya adalah menilai kualitas
pemisahan (split) dengan menghitung nilai gain untuk
setiap kandidat threshold pada subset bootstrap ke-1. Nilai
gain diperoleh dari selisih antara MSE sebelum
dilakukan pemisahan dan MSE setelah pemisahan.
Berikut perhitungan information gain dilakukan pada
threshold Curah Hujan < 79 dengan mengacu pada
persamaan (7).
Gain(179 = MSE® — MSE( 1

= 34,3052 — 16,6888

= 17,6164
Berdasarkan hasil perhitungan, nilai information gain
pada threshold Curah Hujan < 79 diperoleh dari selisih
antara MSE sebelum pemisahan sebesar 34,3052 dan

45


http://lp3.itera.ac.id/
https://www.itera.ac.id/

Ferdinand Manurung, Sherli Yurinanda, Sarmada

Original Article

MSE setelah pemisahan sebesar 16,6888, sehingga
menghasilkan nilai gain sebesar 17,6164.

Pada tahap yang telah dilakukan sebelumnya,
yaitu pada langkah a hingga langkah e, proses yang
dilakukan bertujuan untuk membentuk node akar.
Setelah itu, dilanjutkan dengan pembentukan node
cabang serta node daun. Berdasarkan tahapan
pembentukan node tersebut, struktur pohon keputusan
yang dihasilkan dari subset bootstrap pertama dapat
ditampilkan secara keseluruhan pada Gambar 1 di

bawabh ini.
Pohon Keputusan Ke-1

g == =28 samples=36
=0 value=11286 ‘value =21.857 valuc=17.833
eor squret o= 17061 /-'wm’”"\ /-w--ﬂm...i
= samples= = samples= 14

Gambar 1. Pohon keputusan pertama

Gambar 1 menampilkan pohon keputusan ke-1 yang
dibangun menggunakan parameter max_depth = 3,
min_samples_split = 5, dan min_samples_leaf = 1. Proses
pembentukan pohon dimulai dari node akar dengan
variabel Curah Hujan sebagai pemisah utama pada
threshold < 79 mm karena menghasilkan information gain
terbesar. Pada cabang kiri (Curah Hujan <79 mm),
pemisahan lanjutan dilakukan menggunakan variabel
Curah Hujan dan Kelembapan Udara sehingga
menghasilkan beberapa node akhir dengan jumlah
sampel yang relatif sedikit dan variasi yang lebih
rendah. Sementara itu, pada cabang kanan (Curah
Hujan > 79 mm), pemisahan selanjutnya ditentukan
oleh variabel Lama Penyinaran Matahari, kemudian
dilanjutkan dengan variabel Kelembapan Udara dan
Curah Hujan pada tingkat berikutnya. Proses
pemisahan berhenti pada kedalaman pohon ketiga
sesuai dengan nilai parameter max_depth = 3 dan syarat
minimal jumlah data untuk dilakukan pemisahan, yaitu
min_samples_split = 5.

3.  Pembentukan Model pohon keputusan pertama
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Secara matematis, model pohon keputusan
pertama dapat direpresentasikan dalam bentuk fungsi
piecewise berdasarkan aturan pemisahan pada setiap
node di Gambar 1. Berikut model pohon keputusan
pertama pada subset bootstrap ke-1 berdasarkan
Persamaan (8).

1 Jjikax; £ 79ANx; <435A%x; £ 17
5,333 jikax; <79Ax; <43,5A%x; > 17
7,333 jikax; < 79Ax; >435Ax, <77
<) _ ) 14,250 Jikax; <79Nxy >43,5Ax, >77
Y=Y 178 Jjikax; >79Ax; < 485Ax, <825
22,739 jikax; >79ANx3 <485Ax, > 825
16,364 jikax, > 79 Ax; > 485 Ax, < 227,5
20,143  jika x, > 79 Axs > 48,5 Ax;, > 227,5

Berdasarkan fungsi piecewise di atas, model decision tree
pohon keputusan pertama $® pada kelompok data
dengan intensitas curah hujan rendah (x; < 79 mm),
prediksi ditentukan sepenuhnya oleh fluktuasi curah
hujan dan kelembapan. Jika curah hujan sangat rendah
(x; £ 17 mm), model menghasilkan nilai konstan 1 hari,
namun nilai tersebut meningkat menjadi 5,333 atau 6
hari, ketika curah hujan berada di rentang 17 < x; <
43,5. Untuk kondisi curah hujan antara > 43,5 mm
hingga 79 mm, variabel kelembapan (x;) menjadi
penentu, di mana nilai prediksi adalah 7,333 atau 8 hari
untuk x, < 77% dan melonjak menjadi 14,250 atau 13
hari saat kelembapan melebihi ambang tersebut.

4. Aggregating data training

Prediksi akhir pada Random Forest Regression
diperoleh dengan menghitung rata-rata hasil prediksi
dari seluruh pohon keputusan yang dibangun
menggunakan subset bootstrap yang berbeda. Pada
sampel pertama data training dengan curah hujan 231
mm, kelembapan udara 85%, lama penyinaran matahari
55%, dan suhu udara 27,6°C, pohon keputusan pertama
menghasilkan prediksi sebesar 20,143 atau 21 hari hujan
berdasarkan aturan pemisahan pada node yang
melibatkan variabel curah hujan dan lama penyinaran
matahari. Nilai tersebut kemudian digabungkan
dengan prediksi dari 499 pohon lainnya untuk
menghasilkan prediksi akhir model. Berikut prediki

sampel pertama dari 500 pohon keputusan.
Tabel 5.Prediksi Hari Hujan Data Training Sampel pertama

Model Prediksi Banyak Hari Hujan Sampel
ke- Ke-1 data training
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20,143
18,583
17,737
19,641
19,556
18,467
17,885
18,615
17,891
17,333

O 0 N O U i WIN =

.. _
o

499 18,885
500 19,5

Setelah seluruh nilai prediksi banyak hari hujan
diperoleh, langkah selanjutnya menghitung rata-rata
prediksi untuk sampel ke-1 pada 500 pohon keputusan
menggunakan persamaan (9).

y=138,5"

= pli=1

= %(20,143 + 18,583 + 17,737 + 19,641 + 19,556 +

18,467 + 17,885 + 18,615 + 17,891 + 17,333 + - +
18,885 + 19,5)
=19,002.

Setelah dilakukan proses agregasi dengan menghitung
rata-rata dari seluruh prediksi pohon, diperoleh nilai
akhir untuk sampel pertama sebesar 19,002. Ringkasan
hasil akhir dari proses prediksi seluruh sampel
disajikan pada Tabel 6 di bawah.

Tabel 6. Prediksi Data Training

CH KU LPM SU HH HH
Aktual Prediksi
231 85 55 27,6 21 19,002
63 81 69 27,6 13 11,120
386 87 41 27,5 21 22,209
77 74 71 27 6 9,028
258 83 61 27,7 19 19,129
138 83 56 27 21 18,467
239 82 52 27,3 20 18,972
237 84 50 27,2 19 19,448
236 83 52 27,7 22 19,022
244 85 63 26,8 16 19,381
220 85 49 27,9 22 19,049
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184 85 24 27,2 26 22,936
227 82 35 26,5 16 19,372
87 84 61 27,5 10 12,741
343 82 51 27 21 20,993
199 83 47 26,9 21 19,189
324 81 45 27,5 16 19,758
81 80 49 26,6 17 14,095

Tabel 6 menyajikan hasil prediksi akhir yang
diperoleh dari model Random Forest Regression pada
data training. Selanjutnya, hasil  tersebut
divisualisasikan =~ dalam  bentuk grafik untuk
menunjukkan perbandingan antara nilai aktual dan
nilai prediksi sebagai berikut.

Perbaqdmgan Aktual dan Prediksn‘

—o— Aktual
Prediksi

Banyak Hari Hujan
& s

0

0 10 20 30 40 50 60 70
sampel ke-

Gambar 2. Grafik Perbandingan Prediksi Data Training

Grafik pada Gambar 2 di atas menggambarkan
hubungan antara nilai aktual dan hasil prediksi banyak
hari hujan untuk setiap sampel pada data training. Garis
biru merepresentasikan data aktual banyak hari hujan,
sedangkan garis oranye menggambarkan nilai prediksi
banyak hari hujan. Secara umum, pola garis prediksi
terlihat mengikuti pola nilai aktual, yang menunjukkan
bahwa model mampu menangkap pola data.

5. Evaluasi Hasil Prediksi Data Training

Evaluasi model pada data training menggunakan
perhitungan nilai RMSE danR?* menggunakan
persamaan (11) dan (12) sebagai berikut.

1. Root Mean Squared Error (RMSE)

1 ~
RMSE = |2 %L, (vi = 91

= \/7—16 (3.992 + 3.534 + 1.462 + 9.169 + --- + 8.439
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= 2.581

2. Koefisien Determinasi
RZ=1— S, i-9)?

L i-9)?

506.207
T 2201197

=0.77

Nilai Root Mean Squared Error (RMSE) sebesar 2,581
menunjukkan bahwa rata-rata kesalahan prediksi
model sebanyak 3 hari hujan. Sementara itu, nilai
koefisien determinasi (R?) sebesar 0,77
mengindikasikan bahwa 77% variasi pada data aktual
mampu dijelaskan oleh model Random Forest Regression

dengan variabel-variabel yang ada.

6. Aggegating Data Testing

Setelah model dilatih menggunakan data training,
evaluasi dilakukan pada data festing yang tidak terlibat
dalam proses training. Pada Random Forest Regression,
setiap pohon keputusan menghasilkan prediksi
terhadap sampel data testing, kemudian seluruh
prediksi tersebut dirata-ratakan untuk memperoleh
prediksi akhir. Sebagai contoh, pada sampel pertama
data festing, pohon keputusan pertama menghasilkan
prediksi sebesar 16,364 hari hujan berdasarkan jalur
keputusan yang dibentuk oleh variabel curah hujan dan
lama penyinaran matahari. Hasil lengkap prediksi
seluruh pohon untuk sampel tersebut disajikan pada

Tabel 7.
Tabel 7. Prediksi Banyak Hari Hujan Sampel ke-1 data
Testing

Model Prediksi Banyak Hari Hujan Sampel
ke- Ke-1 data testing

16,364
18,583
17,737
16,385
16,250
18,467
17,885
18,615
17,891
17,333

O 00 N O U s WIN =

eee _
o

499 18,885
500 19,500
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Tabel 7 di atas merupakan hasil prediksi
banyak hari hujan dari 500 pohon keputusan terhadap
sampel data testing ke-1. Setelah seluruh nilai prediksi
banyak hari hujan diperoleh, langkah selanjutnya
menghitung rata-rata prediksi untuk sampel ke-1 pada

500 pohon keputusan menggunakan persamaan (10).

Zfztrlees }';(b)

Vtest =
Btrees

= ﬁ (16,364 + 18,583 + 17,737 + 16,385 +

16,250 + 18,467 + 17,885 + 18,615 + 17,891 +
17,333 +---+ 18,885 + 19,5)
= 17,584

Perhitungan tersebut menggambarkan tahapan dalam
menentukan nilai prediksi untuk sampel pertama pada
data festing, dengan hasil prediksi banyak hari hujan
sebesar 17,584 atau 18 hari. Prediksi untuk seluruh
sampel data testing disajikan secara lengkap pada Tabel

8 di bawah ini.
Tabel 8. Prediksi Data Testing

CH KU LPM SU HH HH
Aktual Prediksi
194 80 61 27,8 18 17,584
179 85 28 27,4 20 20,451
530 87 79 27 21 21,697
191 81 35 27,6 17 18,327
368 82 50 27,2 20 21,170
56 78 66 28,1 10 10,932
43 78 63 28,3 10 8,265
186 82 67 27,4 12 17,658
135 81 47 27 17 18,344
421 86 56 27 27 22,260
320 86 49 27,7 20 20,963
198 84 64 27,7 15 18,508
21 79 62 27,3 7 8,582
290 86 59 27,3 21 20,590
96 79 79 27,6 7 13,247
232 81 61 28,1 20 18,382
167 84 33 26 18 20,663
95 82 37 27,3 19 15,187
148 83 47 26,6 19 18,992
254 85 79 26,7 17 20,167

Tabel 8 di atas, menampilkan hasil prediksi pada data
testing yang diperoleh dengan menerapkan model
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Random Forest Regression. Grafik yang menggambarkan
perbandingan tersebut dapat dilihat pada Gambar 3 di
bawah ini.

Perbandingan Aktual dan Prediksi (Data Testing)
275 —e— Aktual

prediksi
25.0
225
20.0 I/g

0.0 25 50 7.5 100 125 15.0 17.5
Sampel ke-

Gambar 3. Grafik Perbandingan Prediksi Data Testing
Secara umum, pola garis prediksi pada Gambar 3 di

Banysk Harl Hujan

atas mengikuti tren garis aktual, yang menunjukkan
bahwa model cukup mampu menangkap hubungan
dan pola data yang ada.

7. Evaluasi Hasil Prediksi Data Testing

Evaluasi model pada data testing menggunakan
perhitungan nilai RMSE danR®* menggunakan
persamaan (11) dan (12) sebagai berikut.
1. Root Mean Squared Error (RMSE)

1 ~
RMSE = ‘/; =1 — 97

= \/% (0,173 + 0,203 + 0,486 + 1,761 + --- + 10,030

= 2,769

2. Koefisien Determinasi
R2 = 1 — L= im9)?
S i-9?
153,336
" 503,75

= 0,695

Nilai RMSE sebesar 2,769 menunjukkan bahwa rata-rata
kesalahan prediksi model berada di kisaran 3 hari hujan
dari nilai aktual. Sementara itu, nilai koefisien
determinasi (R?) sebesar 0,695 mengindikasikan bahwa
69,5% variasi banyak hari hujan dapat dijelaskan oleh
model. Meskipun model menunjukkan performa yang
cukup baik, terdapat keterbatasan terkait ukuran
sampel yang digunakan. Penggunaan data sekunder
bulanan sebanyak 96 pengamatan tergolong terbatas
untuk pemodelan ensemble berbasis 500 pohon
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keputusan, sehingga berisiko kurang representatif
dalam mengekstraksi variabilitas iklim jangka panjang.
Selain itu, evaluasi model yang mengandalkan
pembagian data tunggal memiliki kerentanan terhadap
variansi pengambilan sampel (sampling bias) pada data
uji [13]. Untuk penelitian selanjutnya, disarankan
menggunakan evaluasi K-Fold Cross Validation secara
menyeluruh pada pengujian akhir serta menambah
rentang data historis agar estimasi generalisasi model
menjadi lebih stabil dan objektif.

Feature Important

Feature Importance digunakan untuk mengukur
kontribusi  setiap  variabel independen dalam
menghasilkan prediksi model berdasarkan penurunan
nilai Mean Squared Error (MSE) pada proses split di
pohon keputusan. Nilai Feature Importance diperoleh
dari akumulasi kontribusi seluruh pohon dalam model.
Sebagai ilustrasi, pada node akar pohon pertama,
variabel curah hujan dipilih sebagai pemisah karena
memberikan penurunan MSE terbesar, sehingga
memiliki kontribusi dalam meningkatkan kinerja
prediksi model.

n,
Fl(l) = anj (MSEbefore - MSEsplit)

= 22(34,3052 — 16,688)
=17,617

Hasil perhitungan tersebut menunjukkan
bahwa variabel curah hujan memiliki kontribusi sebesar
17,617 dalam menurunkan nilai galat pada node akar.
Adapun kontribusi masing-masing variabel independen
pada seluruh pohon keputusan model Random Forest
Regression disajikan secara ringkas pada Tabel 9, yang
menunjukkan peran relatif setiap variabel dalam proses

prediksi model secara keseluruhan.
Tabel 9. Feature Importance

Variabel Importance Persentase
Total
CH 8725,1072 76,97 %
KU 1276,3021 7,28%
LPM 825,474 11,26%
SU 507,717 4,48%
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Tabel 9 di atas, hasil Feature Importance menunjukkan
bahwa Curah Hujan merupakan variabel paling
dominan dengan kontribusi sebesar 76,97%, Lama
Penyinaran Matahari sebesar 11,26%, di ikuti
Kelembapan Udara memberikan kontribusi sebesar
7,28%, dan Suhu Udara sebesar 4,48% yang berperan
sebagai faktor pendukung dengan pengaruh yang
relatif lebih kecil. Secara konseptual, curah hujan
bulanan (mm) dan banyak hari hujan (hari) memiliki
keterikatan fisis dan dependen yang erat secara definisi.
Hari hujan didefinisikan sebagai hari di mana terukur
akumulasi presipitasi melebihi ambang batas tertentu
(misalnya =1,0 mm). Oleh karena itu, jumlah akumulasi
hujan bulanan secara kuantitatif berkorelasi langsung
dengan frekuensi kejadian hujan pada bulan tersebut.
Secara empiris, bulan dengan total curah hujan yang
tinggi hampir selalu diiringi oleh frekuensi hari hujan
yang lebih banyak, meskipun hubungan ini tidak
bersifat linier sempurna karena adanya pengaruh
intensitas hujan (misalnya hujan lebat berdurasi singkat
dan hujan ringan yang berlangsung terus-menerus).
Perbedaan tingkat kontribusi antarvariabel tersebut
dapat diamati dengan lebih jelas melalui visualisasi
dalam bentuk diagram batang. Diagram ini
memberikan gambaran yang lebih intuitif mengenai
besarnya pengaruh relatif masing-masing variabel
terhadap model prediksi yang dibangun. Adapun
diagram batang yang menampilkan hasil persentase
Feature Importance pada Gambar 4.

Grafik Feature Importance di atas menunjukkan
bahwa variabel Curah Hujan memiliki pengaruh paling
besar dalam model Random Forest, dengan nilai
importance yang jauh lebih tinggi dibandingkan variabel
lainnya. Hal ini menandakan bahwa prediksi banyak
hari hujan sangat didominasi oleh informasi dari curah
hujan.
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Feature Importance Random Forest Regression
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Gambar 4. Diagram Batang Feature Important

Sementara itu, Lama Penyinaran Matahari
berada pada posisi kedua dengan kontribusi yang lebih
kecil, diikuti oleh Kelembapan dan Suhu Udara yang
memiliki pengaruh relatif rendah terhadap model.
Ketiga variabel ini hanya berperan sebagai pendukung
dalam meningkatkan akurasi prediksi [14].

Kesimpulan

Berdasarkan hasil penelitian yang telah
dilakukan, algoritma Random  Forest Regression
menghasilkan nilai RMSE sebesar 2,769 serta nilai
koefisien determinasi (R?) sebesar 0,695 pada data
testing dan nilai RMSE sebesar 2,581 serta nilai koefisien
determinasi (R?) sebesar 0,77 pada data training, yang
menunjukkan bahwa model mampu menangkap
sebagian besar variasi dalam data serta menghasilkan
prediksi dengan tingkat kesalahan yang rendah.
Keakuratan prediksi tersebut menjadi aspek penting
dalam mendukung perencanaan dan pengambilan
keputusan, khususnya dalam pengelolaan sumber daya
air, serta upaya mitigasi bencana hidrometeorologi di
wilayah Kota Jambi.

Berdasarkan hasil penelitian, faktor iklim yang
paling berperan dalam memengaruhi banyaknya hari
hujan di Kota Jambi ditentukan melalui nilai feature
importance dari model Random Forest Regression. Hasil
yang diperoleh menunjukkan bahwa curah hujan
menjadi variabel yang paling berpengaruh sebesar
76,97%, kemudian diikuti oleh LPM sebesar 11,26%,
kelembapan udara sebesar 7,28% dan suhu udara
sebesar 4,48%. Nilai-nilai tersebut mengindikasikan
bahwa curah hujan memiliki kontribusi paling dominan
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dalam menjelaskan variasi jumlah hari hujan,
sedangkan variabel lainnya tetap memberikan
pengaruh meskipun tidak sebesar curah hujan.

Saran

Perlu mengintegrasikan aspek spasial, seperti
data lokasi geografis atau peta wilayah, sehingga hasil
prediksi tidak hanya bersifat numerik tetapi juga dapat
menggambarkan distribusi hujan secara wilayah.

Penelitian  selanjutnya  disarankan untuk
menerapkan metode Time Series Split (pembagian
berdasarkan urutan waktu historis) atau Block Cross-
Validation untuk menguji andal tidaknya model dalam

skenario peramalan (forecasting) masa depan secara

temporal.
Konflik Kepentingan
Tidak ada konflik kepentingan yang
dinyatakan.
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